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LANDSAT-8 Uydu Goruntusu ile Arazi Ortiisii Siniflandirmasinda
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Ozet

Bu ¢alismada, Landsat-8 wydu goriintiisiiniin arazi ortiisii ve kullanimi amaciyla siiflandirmasinda makine 6grenme algoritmalarmin
kullanilabilirligi ve karsilastirmali analizi (sumiflandirma dogrulugu) yapilmistir. Calisma kapsaminda Landsat-8 uydu gériintiisii yiizey
yansima (surface reflectance) verileri kullanilmistir. Calisma alani olarak Istanbul secilmistir. Calisma alaninda, su, orman, tarim
alanlari, ¢iplak alanlar ve kentsel alanlar olmak tizere bes farkl sinif belirlenmistir. Calisma kapsaminda siniflandirma amaciyla, ii¢
farkly makine égrenme algoritmasi (Destek Vektor Makineleri (DVM), Rastgele Orman (RO) ve K-En Yakin Komsuluk(K-EYK)) ve en
cok benzerlik (ECB) yontemi kullamilnustir. En yiiksek siniflandirma dogrulugu DVM yontemi (%96.82) ile elde edilirken, en diisiik
smiflandirma dogrulugu ise ECB yontemi (%92.63) ile elde edilmistir. Calisma kapsaminda kullanilan makine égrenme algoritmalart
ile %95 in iizerinde suniflandirma dogrulugu elde edilmigtir.
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Abstract

In this study, the usability and comparative analysis of machine learning algorithms for the land use/cover classification of Landsat-8
satellite imagery was carried out. Surface reflectance data of Landsat-8 were used in this study. Istanbul was selected as the study
region. The study area covers five land cover classes which are water, forestry, agricultural areas, barelands and urban areas. Three
different machine learning algorithms (SVM, RF and K-NN) and maximum likelihood classifier were implemented in this study. Results
shows that highest classification accuracy (96.82%) of this study was obtained by SVM classification. With three different machine
learning algorithms implemented in thi study obtained the classification accuracy over 95%.

Keywords
Landsat-8, Classification, Machine Learning, Support Vector Machines, Random Forests

1. Giris

Uzaktan algilama teknolojisi, son yillarda artan uydu sayisti ile birlikte yeryiiziine iligkin hizli, glivenilir ve giincel bilgiye
ulagmamizda 6nemli kolayliklar saglamaktadir ve dogal kaynaklarin yonetiminden iklim degisikligine kadar genis bir
kullanim alanina sahiptir (Khatami vd. 2016). Uydu goriintillerinden bilgi elde etmek amaciyla, uzaktan algilamada
kullanilan en yaygin yontemlerin basinda goriinti siiflandirmasi gelmektedir. Elde edilecek bilginin giivenirligi,
smiflandirma dogrulugu ile iliskilidir ve siniflandirma dogrulugu; egitim/test verilerinin dagilimi, kullanilan bantlarin
spektral ve mekansal ¢oziiniirliigi, siniflandirma algoritmasinin karakteristik 6zelligi gibi birgok parametreye baghdir (Lu
ve Weng,2007; Kavzoglu 2009). Giinlimiizde parametrik ve parametrik olmayan birgok siniflandirma ydntemi mevcuttur.
Ozellik son yillarda makine &grenme algoritmalar1 (piksel ve nesne tabanli) uydu goriintiilerinin siniflandirilmasinda
siklikla kullanilmaktadir.

Hizl niifus artis1 ve kentsel alanlardaki biiyiime orani ile birlikte Istanbul’un arazi ortiisii yapis1 giderek degisiklik
gostermektedir ve bu degisimin izlenmesi gerekmektedir (Sekil 1). Sinoptik goriis 6zelligi ve farkli zamanlarda goriintii
saglayabilmesi avantajlart ile uzaktan algilama bu amacgla siklikla kullanilmaktadir (Calo vd.2015) . Bu ¢alisma
kapsaminda son yillarda uydu goriintiilerinin siniflandirilmasinda siklikla kullanilan ve basarili sonuglar veren ii¢ farkli
makine 6grenme algoritmasi (Destek Vektdr Makineleri, Karar Agaglar1 ve K-En yakin komsuluk) ve en ¢ok benzerlik
siiflandirma yontemi kullanilmistir. Siniflandirma islemleri piksel tabanli olarak gergeklestirilmistir. Caligma alaninda su,
orman, tarim alanlari, ¢iplak alanlar ve kentsel alanlar olmak {izere bes farkli sinif belirlenmistir. Calisma kapsaminda
Landsat-8 uydu goriintiisii yiizey yansimasi verileri kullanilmistir ve 30 metre ¢oziiniirliiklii yedi adet spektral bant ( kiy
aerosol, mavi, yesil, kirmizi, yakin kizil6tesi, kisa dalga kizilGtesi-1, kisa dalga kizilotesi-2) icermektedir.

Bu calismada, Landsat-8 uydu goriintiisliniin arazi ortiisii ve kullanim1 amaciyla siniflandirmasinda makine 6grenme
algoritmalarinin kullamilabilirligi ve karsilastirmali analizi (siniflandirma dogrulugu) yapilmustir. Istanbul’a iliskin arazi
ortiisii kullanimi sinif bilgileri Google Earth’den elde edilen yiiksek ¢oziiniirliiklii uydu goriintiilerinden elde edilmistir.
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2. Siniflandirma ve Galisma Alani

Uydu goriintiilerinin siniflandirilmasi isleminde kullanilacak yontemin se¢imi; egitim/test verilerinin karakteristik 6zelligi
ve spektral bantlarin bilgi igerigine gore degisiklik gosterebilmektedir. Calisma kapsaminda parametrik olmayan yapilari
nedeniyle ii¢ farklt makine &grenme algoritmasi ve parametrik bir siniflandirici olan en ¢ok benzerlik algoritmasi
kullanilmistir. Destek vektor makineleri siniflandirma yontemi, iki sinifi birbirinden ayirabilen optimum hiperdiizlemin
belirlenmesi esasina dayanir ve az sayida egitim verisi ile yiiksek dogrulukta simiflandirma dogrulugu elde edebilmesi
nedeniyle optik (multispektral ve hiperspektral) ve radar goriintiilerinin siniflandirilmasinda siklikla tercih edilmektedir
(Huang vd. 2002; Kavzoglu ve Colkesen 2009). DVM siniflandirilmasinda, radyal tabanli fonksiyon kerneli kullanilmistir.
Topluluk 6grenme algoritmalarinda birisi olan rastgele orman algoritmasi, aga¢ tabanli bir yontemdir ve karar yiizeyinin
belirlenmesinde birden fazla agactan faydalanir (Waske vd. 2012). Aga¢ sayist N=150 olarak belirlenmistir. K-en yakin
komsuluk yonteminde ise piksele en yakin k sayidaki piksel belirlenir ve ilgili piksel , k sayidaki pikselden baskin olan
siifa atamir (Franco vd.2001).

Calisma Alanm

28°30E 28°45'E 29°E 29°15'E

63(}0(}() 66()()00 69()()00

41°30N

4590000
000005+

41°15'N
NSTIt

4560000
000095+

41°N
NIt

4530000
0000€

A 20
Miles
Wt E 0 5 10 15 20 25 30
Km

Map Scale 1:500,000
Sekil 1: Calisma Alani

3. Dogruluk Analizi ve Sonuglar

Smiflandirilmig goriintiilerin dogruluk analizi, toplam dogruluk ve kappa katsayisina gore yapilmistir. Calismada en yiiksek
siiflandirma dogrulugu DVM yontemi (%96.82) ile elde edilirken, en disiik siniflandirma dogrulugu ise ECB yontemi (%92.63)
ile elde edilmistir. Calisma kapsaminda kullanilan makine 6grenme algoritmalart ile %95’in lizerinde smiflandirma dogrulugu
elde edilmistir (Tablo 1). Bu c¢aligma ile makine 6grenme algoritmalarinin Landsat-8 uydu goriintiilerinin arazi ortiisii/kullanimi
siniflandirilmasinda etkin bir sekilde kullanilabilecegi ve yiiksek siniflandirma dogrulugu elde edilebilecegi goriilmistiir. Ayrica
parametrik olmayan yapilari ile makine 6grenme algoritmalari, parametrik yapida bir siniflandirict olan en ¢ok benzerlik
algoritmasina kiyasla yiiksek siniflandirma dogrulugu elde etmislerdir.
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Tablo 1: Siniflandirma Dogruluklari

Dogruluk
Simiflandirma Aciklama
Toplam Kappa
(%) pp
1 Destek Vektor Makineleri 96.82[ 0.9598
2 Rastgele Orman 95.84| 0.9474
3 K-En Yakin Komsuluk 95.51 0.9434
4 En ¢ok benzerlik 92.63] 0.9071

Tesekkir

Landsat 8 uydu goriintiisiiniin ticretsiz temini i¢in Amerika Birlesik Devletleri Jeoloji Arastirmalari Kurumuna (USGS)
tesekkiir ederiz.

Kaynaklar
Dergi Icinde Makale:

Calo, F., Abdikan, S., Goriim, T., Pepe, A., Kili¢, H., and Balik Sanli, F. (2015) The Space-Borne SBAS-DINSAR Technique as a
Supporting Tool for Sustainable Urban Policies: The Case of Istanbul Megacity, Turkey , Remote Sensing, 7, (12), pp. 15842

Franco-Lopez, H., Ek, A.R. ve Bauer, M.E (2001) “Estimation and mapping of forest stand density, volume, and cover type using the k-
nearest neighbors method”, Remote Sensing of Env., 77(3):251-274,

Huang, C., Davis, L. S., ve Townshend, J. R. G. (2002). An assessment of support vector machines for land cover classification.
International Journal of Remote Sensing, 23(4), 725-749.

Kavzoglu, T. (2009) Increasing the accuracy of neural network classification using refined training data , Environmental Modelling &
Software, 24, (7), pp. 850-858

Kavzoglu, T., ve Colkesen, I. (2009). A kernel functions analysis for support vector machines for land cover classification. International
Journal of Applied Earth Observation and Geoinformation, 11(5), 352-359. doi: http://dx.doi.org/10.1016/j.jag.2009.06.002

Khatami, R. Mountrakis, G. ve Stehman, S.V.(2016): A meta-analysis of remote sensing research on supervised pixel-based land-cover
image classification processes: General guidelines for practitioners and future research, Remote Sensing of Environment, 177, pp.
89-100

Lu, D. ve Weng, Q. (2007) A survey of image classification methods and techniques for improving classification performance,
International Journal of Remote Sensing, 28, (5), pp. 823-870

Waske, B., Benediktsson, J., ve Sveinsson, J. (2012) “Random Forest Classification of Remote Sensing Data”, Signal and Image
Processing for Remote Sensing, Second Edition, CRC Press, pp. 365-374



